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　　摘　要：　近些年来随着遥感技术的快速发展，遥感图像目标检测成为了当前的研究热点．针对遥感图像背景复
杂以及现有目标检测模型缺乏可解释性等问题，本文提出了一种基于弱语义注意力的遥感图像可解释目标检测方法．
具体地，首先通过多层级特征金字塔来解决遥感图像中目标尺度变化范围大的问题．其次，利用检测框的角度回归来
解决遥感图像目标定向的问题．然后，基于弱语义分割网络产生强化目标特征的注意力权重值，抑制背景噪声．最终用
网络剖析的分析方法，获取模型中卷积核对应的可解释性语义概念．实验结果表明，本文提出的算法在遥感图像目标
检测的准确性以及对背景噪声抑制上有较好的表现，并且通过可解释性算法在一定程度上使本文提出的模型易于

理解．
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１　引言
　　近几年来，遥感技术的大力发展，使遥感数据的获

取不再困难．在数据充分的情况下，由于自然图像的目
标检测方法存在预测尺度单一、水平框贴合目标效果

差以及缺少对目标特征的强化等问题，因此无法较好
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地将这些方法应用于遥感图像目标检测．遥感图像目
标检测领域中存在的问题总结为如下四点．

（１）尺度变化问题：遥感图像具有较大的场景信
息．图像达到上百万个像素分辨率，因此目标相对图像
尺度较小，导致无法获取目标精细的特征．此外，遥感图
像目标尺度变化范围广，不利于单一尺度的多类别目

标检测．
（２）目标定向问题：遥感图像中的目标为定向密集

排列．目标排列的方向是无规律的，因此检测模型需要
具有旋转不变性和更优质的检测框．

（３）背景复杂混乱：遥感图像背景复杂多样，包含
大量背景冗余信息，比如山川、河流等．这导致背景与目
标之间的边界模糊，不利于模型对目标特征的提取．

（４）缺乏可解释性：深度学习是“黑盒”模型［１］，缺

乏对模型预测行为的解释信息，而遥感技术关乎国家

安全问题，需要在一定程度上对模型进行可解释分析，

增强模型预测结果的置信度．
本文受自然图像目标检测网络 ＲｅｔｉｎａＮｅｔ［２］启发，

提出一个更加有效的遥感图像目标检测模型．该方法
充分考虑遥感图像的特点以及深度学习模型缺乏可解

释性的问题，在检测任务中引入角度回归，设计抑制背

景噪声的弱语义注意力模块，并且对主干网络的卷积

层进行可解释性分析．
其中弱语义注意力模块，不同于计算机视觉中的

语义分割任务．由于遥感图像没有语义分割中逐像素
的标注，缺乏明确目标与背景的边界，因此定义弱语义

分割是利用目标检测中检测框的标注信息生成以检测

框为边界的弱语义掩膜（ＷｅａｋｌｙＳｅｍａｎｔｉｃＭａｓｋ），以此
作为分割的监督信号，产生弱语义的目标背景分割图，

进而获取强化目标特征、过滤背景噪声的注意力权重

值．在ＤＯＴＡ［３］数据集上对模型进行评估，与基准方法
相比提升了２４％ｍＡＰ值．本文具体贡献总结如下：

（１）提出了一个弱语义注意力模块来提高遥感图
像中目标与背景的差异性，提升模型在复杂背景中的

检测效果．
（２）设计了一个新的遥感图像目标检测框架 ＷＳ

Ｒ２ｅｔｉｎａＮｅｔ（ＷｅａｋｌｙＳｅｍａｎｔｉｃＲｏｔａｔｉｏｎａｌＲｅｔｉｎａＮｅｔ），有效
地解决了目标定向等问题，得到更加精确的检测框．

（３）对模型进行可解释性分析．通过改进网络剖
析［４］方法，解剖模型主干网络的隐藏层结构，得到与卷

积核关联的可解释性语义量化值，对该可解释性量化

值加以分析．

２　相关工作

２１　自然图像目标检测算法
目标检测是计算机视觉领域的一项基本任务，主

要是定位图像中特定物体出现的区域并判定目标类

别［５］．基于卷积神经网络的目标检测方法主要分为单
阶段目标检测（ＯｎｅＳｔａｇｅ）和双阶段目标检测（Ｔｗｏ
Ｓｔａｇｅ）．双阶段目标检测方法以 ＲＣＮＮ［６］（ＲｅｇｉｏｎＢａｓｅｄ
ＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｕｒａｌＮｅｔｗｏｒｋｓ）为开端，首先生成包含目
标的区域提案（ＲｅｇｉｏｎＰｒｏｐｏｓａｌ），而后对这些提案框坐
标进行微调和分类，预测出目标位置和类别．后续工作
为了提高检测的精确度和速度，发展出多个基于 Ｒ
ＣＮＮ的框架，ＦａｓｔＲＣＮＮ［７］利用共享卷积层来简化计
算，并且提出了感兴趣区域池化层（ＲｏＩＰｏｏｌｉｎｇ）解决区
域提案尺度不一致问题，ＦａｓｔｅｒＲＣＮＮ［８］摒弃选择性搜
索算法（ＳｅｌｅｃｔｅｄＳｅａｒｃｈ，ＳＳ），提出了基于锚点框（Ａｎ
ｃｈｏｒＢｏｘ）的区域生成网络（ＲｅｇｉｏｎＰｒｏｐｏｓａｌＮｅｔｗｏｒｋ，
ＲＰＮ），提高了运行的速度．为了进一步提高检测精准
性，ＭａｓｋＲＣＮＮ［９］、ＣａｓｃａｄｅＲＣＮＮ［１０］等检测方法在
ＦａｓｔｅｒＲＣＮＮ上做出相应改进．实验表明双阶段方法更
加准确，但是运行速度较慢．

单阶段目标检测方法是把检测和分类任务统一看

作为回归问题．经典的单阶段目标检测方法是 ＳＳＤ
（ＳｉｎｇｌｅＳｈｏｔＭｕｌｔｉｂｏｘＤｅｔｅｃｔｏｒ）［１１］和 ＹＯＬＯ（Ｙｏｕｃａｎ
ＯｎｌｙＬｏｏｋＴｗｉｃｅ）［１２～１４］系列．这些方法利用锚点框直接
回归出检测框的位置以及相应类别，虽然精度不及双

阶段检测，但速度得到明显提升．为解决单阶段方法在
预测准确性上存在的问题，ＬｉｎＴ［２］提出了ＲｅｔｉｎａＮｅｔ，不
仅速度上达到５ｆｐｓ，并且准确性高于双阶段方法，因此
本文的网络基于ＲｅｔｉｎａＮｅｔ进行改进．
２２　深度学习可解释性方法

目前深度学习可解释性的研究分为多个分支，其

中可视化的方法是重要的研究方向之一．ＳａｍｅｋＷ［１５］提
出敏感度分析，量化模型对输入变量的敏感程度，并可

视化敏感程度高的区域，说明该区域主要影响模型决

策．另一些可视化方法采样卷积核激活值最大的图像
块［１６，１７］，而后可视化这些激活图像块，分析网络如何获

取信息．Ｇｏｙａｌ［１８］使用两种可视化技术：遮挡和引导的反
向传播，在图像中找到相对重要的区域．

如图１所示，上述的可解释性可视化算法对网络特
征图或激活图进行可视化，缺乏对这些可视化特征的

进一步分析，且这些方法利用人类视觉观察分析获取

网络模型的可解释性，容易出现人类主观上的判断失

误．本文在网络剖析算法上进行改进，对可视化后的特
征图进行进一步计算，量化特征分布并利用相关数据

集将特征关联到可解释性语义上，相较于其他可解释

性技术，本文算法不需要人类的主观分析，算法通过自

适应选择阈值的方式，分析图像生成特征，获取模型内

部的语义，使模型更加易于理解．

０８６
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３　基于弱语义注意力的遥感图像可解释目
标检测

３１　概述
本文基于传统的单阶段目标检测方法ＲｅｔｉｎａＮｅｔ，提

出一种弱语义注意力的遥感图像可解释目标检测算法，

解决遥感图像目标检测中尺度变化大、背景复杂、目标定

向以及缺乏可解释性的问题．首先，利用特征金字塔网络
可以获取丰富语义特征的优势，降低遥感图像中目标尺

度变化大对检测性能的影响．其次，由于弱语义注意力网
络可以强化目标特征、弱化背景噪声，因此采用弱语义注

意力网络缓解遥感图像中复杂背景噪声对目标识别与检

测的影响．然后，在遥感图像目标检测中引入角度值回归
使检测框与目标完全匹配，以此解决图像中目标定向密

集排列问题．最终，网络剖析算法可以通过计算主干网络
隐藏层表征信息的可解释性量化值，以此理解模型主干

网络的工作原理，使算法更加可靠．本文提出的网络ＷＳ
Ｒ２ｅｔｉｎａＮｅｔ具体结构如图２所示．

３２　特征金字塔网络
在深度学习卷积神经网络中，特征图的语义信息

随着卷积层数的加深而愈加丰富，在底层提取的特征

较原始，层次越高，提取的特征越抽象，在高层已经是

一种语义组合［１９］．因此，大多数网络在顶层特征图上进
行检测．然而，这种方法忽略了目标尺度问题，例如尺
度小的目标（仅仅只有几个像素）在特征提取阶段会出

现特征消失的现象，导致检测器无法获取该目标的特

征信息．并且在遥感图像数据集中，存在目标尺度不一
致的缺陷（比如车辆和港口相差数十倍的尺度）．因此，
本文采用特征金字塔网络模型（ＦｅａｔｕｒｅＰｙｒａｍｉｄＮｅｔ
ｗｏｒｋ，ＦＰＮ）［２０］进行多尺度检测．如图２所示，该模型利
用侧连接方式建立一个自顶向下的多尺度特征金字塔

结构，每层特征包含相邻层级上目标的特征信息，提高

对不同尺度目标预测的准确性．本文的方法与传统
ＦＰＮ不同，只利用主干网络的三层特征，通过额外的卷
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积层获取步长更大、语义更丰富的特征图，以达到在遥

感图像上更加准确的预测效果．
输入的图像首先经过一个自下而上的特征提取阶

段．该阶段本文使用ＲｅｓＮｅｔ［２１］作为主干网络，五个卷积
阶段保留五个不同深度的特征图｛Ｃ１，Ｃ２，Ｃ３，Ｃ４，Ｃ５｝．
然后根据这些特征图构建特征金字塔｛Ｐ３，Ｐ４，Ｐ５，Ｐ６，
Ｐ７｝．具体地，首先将 Ｃ５特征图通过一个１×１×２５６的
卷积操作得到特征图Ｐ５，然后将Ｃ４特征图通过一个１×
１×２５６的卷积操作降维，使其深度与Ｐ５深度一致．利用
双线性插值法对 Ｐ５特征进行上采样，输出尺寸与 Ｃ４保
持一致．最终Ｐ５特征图与Ｃ４特征图进行融合，特征融合
的计算公式如式（１）所示：

Ｐ４ ＝
１
２∑
Ｈ×Ｗ

ｉ＝１
（Ｃｉ４＋Ｐ

ｉ
５） （１）

其中Ｈ与Ｗ表示Ｃ４特征图的长、宽，ｉ表示特征图上第
ｉ个像素点的像素值．Ｐ３的获取方法类似 Ｐ４．这些输出
的特征图通过３×３×２５６卷积操作得到最终的前三层
金字塔特征｛Ｐ３，Ｐ４，Ｐ５｝．为了获取语义更加丰富的特
征信息，Ｐ５通过两次 ３×３×２５６的卷积操作得到 Ｐ６、
Ｐ７，最终自顶而下得构建出五层金字塔特征图｛Ｐ３，Ｐ４，
Ｐ５，Ｐ６，Ｐ７｝．该组特征包含各种尺度目标，且保留低层
特征的位置细节信息以及高层特征的语义信息，极大

的提高了检测各个尺度目标的准确性．
３３　弱语义注意力网络

由于鸟瞰视角的特殊性，遥感图像中存在大量真

实世界中复杂的场景（比如山川、河流等），这些噪声信

息严重影响网络对目标的识别与检测．
在语义分割任务中，网络通过图像的语义标签来学

习目标与背景的特征，从而达到像素级分割预测［２２］．然
而，在目标检测数据集中缺乏这种逐像素的语义标签，因

此，本文利用目标检测数据集的真实标注框来生成弱语

义掩膜，并设计了一个弱语义注意力模块来过滤背景噪

声，强化目标特征．具体地，获取图像中像素点的位置信
息，并与标注框对比．若像素点位于框内或框的边缘，则
设置该像素点值为１；反之则设置为０．最终生成的弱语
义掩膜有助于对目标与背景特征的分割．

将３２节中多层级特征金字塔｛Ｐ３，Ｐ４，Ｐ５，Ｐ６，Ｐ７｝均
输入弱语义注意力模块，从而获取各层级特征图的注意

力权重．如图３所示，假设当前操作的特征图为Ｐｘ（ｘ＝３，
４，５，６，７），首先将 Ｐｘ输入一个全卷积语义分割网络

［２３］

（ＦｕｌｌｙＣｏｎｖｏｌｕｔｉｏｎａｌＮｅｔｗｏｒｋｓｆｏｒＳｅｍａｎｔｉｃＳｅｇｍｅｎｔａｔｉｏｎ，
ＦＣＮ）得到分割结果Ａｘ．然后对Ａｘ进行上采样操作，使其
输出尺寸与Ｐｘ保持一致．最终上采样后的Ａｘ通过Ｓｏｆｔｍａｘ
函数，得到对应特征图Ｐｘ的注意力权重值．

　　注意力网络在训练过程中，利用弱语义掩膜学习
图像中目标与背景的差异信息，得到的分割结果表示

目标和背景的置信度，该置信度即为强化目标的注意

力权重值．将注意力权重值与输入特征进行逐元素乘
法计算，强化目标特征的同时弱化了背景信息，因此达

到了过滤背景噪声的作用．值得注意的是，注意力网络
的损失采用交叉熵损失的形式，计算损失时，需要重置

分割结果的尺寸，使其与弱语义掩膜尺寸保持一致．
３４　分类回归网络

分类回归网络在ＲＰＮ网络的基础上加入角度值回
归．首先特征图上的每一个像素点根据预先设置好的

锚点框数量ｋ（实验设定ｋ＝２１）生成不同尺寸、纵横比
的锚点框，以满足多尺度目标检测的条件．然后将锚点
框特征输入网络，最终通过网络中的两个分支，分别完

成分类任务以及检测框位置的回归．
回归网络的输出表示锚点框与其真实标签的位置

偏移量．回归目标的计算方法如式（２）和式（３）所示：
ｔｘ＝（ｘ－ｘａ）／ｗａ，ｔｙ＝（ｙ－ｙａ）／ｈａ
ｔｗ＝ｌｏｇ（ｗ／ｗａ），ｔｈ＝ｌｏｇ（ｈ／ｈａ），ｔθ＝θ－θａ

（２）

ｔ′ｘ＝（ｘ′－ｘａ）／ｗａ，ｔ′ｙ＝（ｙ′－ｙａ）／ｈａ
ｔ′ｗ＝ｌｏｇ（ｗ′／ｗａ），ｔ′ｈ＝ｌｏｇ（ｈ′／ｈａ），ｔ′θ＝θ′－θａ

（３）

其中（ｘ，ｙ，ｗ，ｈ，θ）表示矩形中心点的坐标和该矩形的
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长度、宽度、角度值．ｘ表示的是真实框，ｘａ表示的是锚
点框，ｘ′表示的是预测框，其他代数形式及角标与 ｘ类
似．定义θ表示框长边与水平轴的夹角，固定角度范围
为［－９０°，０］．由于在低层特征图中需要保留更多尺寸
较大的目标语义信息，而高层中则需要保留更多小目

标的语义信息．因此，在各层构建锚点框时选择不同的
锚点框尺寸．

不同于传统回归框，本文采用倾斜矩形交并比（Ｉｎ
ｔｅｒｓｅｃｔｉｏｎｏｖｅｒＵｎｉｏｎ，ＩｏＵ）算法［２４］．倾斜框ＩｏＵ的计算需
要考虑相交部分是一个任意多边形的问题．因此，利用
上述算法修改非极大值抑制［２４］，更好地过滤检测结果

中的冗余框．
３５　损失函数

如３３节中所述，弱语义注意力网络主要利用弱语
义分割的方法生成注意力权重，并且采用了监督学习

的方式，利用弱语义掩膜引导注意力权重的学习．根据
监督信号优化弱语义注意力网络的损失函数为交叉熵

损失，具体形式如式（４）所示：

Ｌａｔｔ（ｕｉｊ，ｕ′ｉｊ）＝－
１

Ｈ×Ｗ∑
Ｈ

ｉ
∑
Ｗ

ｊ
ｕｉｊｌｏｇｕ′ｉｊ （４）

其中，Ｈ与Ｗ表示弱语义掩膜的长度与宽度．ｕｉｊ和ｕ′ｉｊ分
别表示注意力网络输出（ｉ，ｊ）点的权重值和在弱语义
掩膜上（ｉ，ｊ）点的像素值．

如３４节所述，回归分类网络包含两个分支，因此
需要分别计算分类网络的损失以及回归网络的损失．
其中分类损失采用Ｆｏｃａｌｌｏｓｓ［２］，如式（５）所示．

ｐｔ＝
ｐｎ， ｉｆｔｎ＝１
１－ｐｎ，{ ｏｔｈｅｒｗｉｓｅ

Ｌｃｌｓ（ｐｎ，ｔｎ）＝－
１
Ｎ∑

Ｎ

ｎ＝１
α（１－ｐｔ）

γｌｏｇ（ｐｔ） （５）

其中，Ｎ表示预测框的总数，ｐｎ表示多个类别的概率分
布，ｔｎ表示目标的类别标签．Ｆｏｃａｌｌｏｓｓ中 α与 γ为超参
数，分别设置为０２５与２．

除了分类损失，在分类回归网络中还利用 ｓｍｏｏｔｈ
Ｌ１损失作为回归任务的损失函数，如式（６）所示：
Ｌｒｅｇ（ｖ′ｎｊ，ｖｎｊ）＝

１
Ｎ∑

Ｎ

ｎ＝１
ｔ′ｎ ∑
ｊ∈｛ｘ，ｙ，ｗ，ｈ，θ｝

０５（ｖ′ｎｊ－ｖｎｊ）
２， ｉｆｖ′ｎｊ－ｖｎｊ ＜１

１
Ｎ∑

Ｎ

ｎ＝１
ｔ′ｎ ∑
ｊ∈｛ｘ，ｙ，ｗ，ｈ，θ｝

ｖ′ｎｊ－ｖｎｊ －０５，
{ ｏｔｈｅｒｗｉｓｅ

（６）
其中Ｎ表示预测框的总数，ｔ′ｎ表示置信度（若值为１表
示前景，值为０表示背景），ｖ′ｊ表示预测的坐标向量而
ｖｊ表示真实标签坐标向量．

因此，本文中模型训练过程多任务损失函数形式

如式（７）所示：

Ｌｔｏｔａｌ＝λ１Ｌｒｅｇ＋λ２Ｌａｔｔ＋λ３Ｌｃｌｓ （７）
其中λ１、λ２、λ３是多任务损失的平衡参数，Ｌｒｅｇ为上述回
归损失，Ｌａｔｔ为注意力损失，Ｌｃｌｓ是分类损失．
３６　网络解剖

神经网络以其黑盒表示的低可解释性为代价取得了

优越的性能［２５］．但在医疗、驾驶、遥感等关乎人类或社会
安全的领域，深度学习模型既需要卓越的效果，也需要对

决策给出一定依据．近些年来，一些可解释性可视化算法
对网络特征图或激活图进行可视化，再对模型决策进行

可解释性分析．这些方法利用人类视觉的主观分析易出
现判断失误．本文对ＢａｉＤ［４］提出的网络剖析的方法做出
改进．网络剖析算法的基本原理是根据一组预定义的人
类可解释性语义及一个包含这些可解释性语义标注的数

据集，利用图像在卷积网络中前向传播留下的特征图，探

究特征图激活值的分布，进而通过计算该分布与数据集

中可解释性语义标注的相似程度获取到网络中卷积核的

可解释性语义信息．算法具体描述如下：
首先将文献［４］中定义的人类可解释语义概念｛场

景、目标、部件、材料、纹理、颜色｝按照符合人类理解的

方式进行划分，将｛场景、目标、部件｝视为高级语义的

概念而｛材料、纹理、颜色｝视为低级语义概念．其次，利
用网络剖析的算法来计算语义概念的评分值．最终，量
化可解释性并用其对卷积核进行编码．计算过程如图４
所示．以主干网络 ＲｅｓＮｅｔ５０中第五阶段第二层卷积
（Ｃ５＿ｃｏｎｖ２）为例，假设输入图像为 Ｉ（ｘ），经过一次前向
传播，将ｃｏｎｖ２（第二层卷积）中５１２个卷积核输出的特
征图Ｆ（ｘ）保存下来，用作后续的可解释性计算．Ｆ（ｘ）
中包含５１２个特征图，每个特征图对应一个卷积核的语
义分布．对于Ｆｋ（ｘ）（ｋ为卷积核索引），利用分割阈值ｇ
来过滤弱语义信息，保留强语义信息作为该卷积核的

语义特征．本文改进传统网络剖析中利用概率分布计
算阈值的方法，如式（８）所示：

ｇ＝ １
Ｈ×Ｗ∑

Ｈ×Ｗ

ｉ＝１
ｐｉ （８）

其中Ｈ与Ｗ表示Ｆｋ（ｘ）的高度和宽度值，ｐｉ表示第ｉ个
像素点的值．通过计算激活值的平均值作为阈值ｇ，是因
为高于平均值更能表现其卷积核关注的语义．过滤后的
强语义特征图为Ｔｋ（ｘ），过滤方式如式（９）所示：

Ｔｉ
ｋ（ｘ）＝

Ｔｉ
ｋ（ｘ）， ｉｆＴｉ

ｋ（ｘ）≥ｇ
０，{ ｏｔｈｅｒｗｉｓｅ

（９）

Ｔｉ
ｋ（ｘ）表示特征图 Ｔｋ（ｘ）上第 ｉ个点的像素值．对

比每一个卷积核的Ｔｋ（ｘ）与标注好的语义掩膜，首先对
Ｔｋ（ｘ）进行一次二值化预处理，将保留下来的特征激活
值与过滤掉的弱语义信息差异化，得到一张二值语义

图Ｍｋ（ｘ）．然后对其进行上采样操作，便于该语义图与
语义掩膜进行计算．利用文献［４］中提出的 ＩｏＵ计算方
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式，对于不同语义 Ｃ的掩膜 Ｌｃ（ｘ），得到的 ＩｏＵ值就是
卷积核ｋ与语义ｃ的可解释性评分．最终得到该层所有
卷积核对于不同语义概念的所有可解释性评分．本文
利用整体的平均水平来作为评分阈值 ｆ，具体计算方法
如式（１０）所示：

ｆ＝１Ｋ∑
Ｋ

ｋ＝１
∑
Ｃ

ｃ＝１

Ｍｋ（ｘ）∩Ｌｃ（ｘ）
Ｍｋ（ｘ）∪Ｌｃ（ｘ）

（１０）

其中Ｋ表示该层中卷积核总数．通过阈值ｆ可以获取每
一个卷积核评分大于该阈值的语义概念．

　　统计量化可解释性的结果，单一卷积核可能关注
多个语义概念，因此选用得分最高的进行统计．而在整
个卷积层中所有卷积核得分最高的语义概念按照高

级、低级划分，统计两个级别的卷积核个数．如果高级
语义卷积核的个数和低级的个数相差较少（一般认为

小于５０）那么可以认为该卷积层既包含了低级语义信
息也包含了高级语义信息；如果高级语义卷积核个数

远超于低级，则认为该卷积层主要关注于高级语义概

念；反之亦然．

４　实验
　　本文的实验环境为一张３２ＧＢ内存的 ＴｅｓｌａＰ１００
ＧＰＵ，编程语言为ＴｅｎｓｏｒＦｌｏｗ．实验基于ＤＯＴＡ数据集以
及一个包含可解释性标注的Ｂｒｏｄｅｎ数据集进行．
４１　实验数据集

目标检测实验采用ＤＯＴＡ数据集，ＤＯＴＡ是目前遥
感图像目标检测的基准数据集，包含２８０６张来自不同
传感器和平台的遥感图像．图像的尺寸从８００×８００到
４０００×４０００不等，其中包含了 １８８２８２张不同尺度、不
同角度方向的目标个体．这些个体被标注为１５个类别：
足球场、直升机、泳池、环岛、大型汽车、小型汽车、桥

梁、港口、田径场、篮球场、网球场、棒球场、储油罐、轮

船、飞机．对训练集 ＤＯＴＡ＿ｔｒａｉｎ中的１４１２张图像进行
剪裁，得到 ２０６９１张 ６００×６００的图像块．验证集为
ＤＯＴＡ＿ｅｖａｌ，包含４５９张任意尺度的遥感图像．

可解释性实验采用数据集为 Ｂｒｏｄｅｎ，该数据集从
ＡＤＥ［２６］、ＯｐｅｎＳｕｒｆａｃｅｓ［２７］、ＰａｓｃａｌＣｏｎｔｅｘｔ［２８］、ＰａｓｃａｌＰａｒｔ［２９］

和ＤｅｓｃｒｉｂａｂｌｅＴｅｘｔｕｒｅｓＤａｔａｓｅｔ［３０］采样，Ｂｒｏｄｅｎ的具体情
况如表１所示．

表１　Ｂｒｏｄｅｎ数据集

可解释类别 目标类别 原始数据集 平均采样

场景 ４６８ ＡＤＥ ３８
目标 ５８４ ＡＤＥ，Ｐａｓｃａｌ ８３５
部件 ２３４ ＡＤＥ，Ｐａｓｃａｌ ８５４
材质 ３２ ＯｐｅｎＳｕｒｆａｃｅ １７０３
纹理 ４７ ＤＴＤ １４０
颜色 １１ 自动生成 ５９２５０

　　本文可解释性实验使用的数据随机采集自上述
Ｂｒｏｄｅｎ数据集，其中采集数据的来源情况如表２所示，
采集数据的可解释性类别分布情况如表３所示．

表２　本文采集数据的情况

原始数据集 采集图像数量

ＡＤＥ ５１３

Ｐａｓｃａｌ ２４０

ＯｐｅｎＳｕｒｆａｃｅ ６３０

ＤＴＤ １１６

表３　本文采集数据的标注可解释类别分布

可解释类别 采集图像数量

场景 ４６０

目标 ７５４

部件 ４８９

材质 ４６０

纹理 ６３１

颜色 １５００

４８６
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４２　评估标准
在遥感图像目标检测领域常用的评估标准为是平

均准确率（ＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ，ＡＰ），与平均准确率均值
（ＭｅａｎＡｖｅｒａｇｅＰｒｅｃｉｓｉｏｎ，ｍＡＰ）．首先分别计算模型在
ＤＯＴＡ上 １５个类别的 ＡＰ值，再根据 ＡＰ计算模型的
ｍＡＰ数值．

可解释分析实验分为不同模型主干网络可解释性

剖析结果的对比实验以及同一模型不同层级的可解释

性剖析结果对比实验，实验采用不同语义划分的卷积

核个数作为评估标准．
４３　实验配置

实验训练的迭代次数为５４０ｋ次，基础学习率设置为
１０－４，每２７ｋ次迭代保存一次模型，共保存２０次模型，在
迭代３２４ｋ次后学习率下降为 １０－５，４３２ｋ次后下降为
１０－６．由于遥感图像分辨率过大，因此训练批处理大小
（ＢａｔｃｈＳｉｚｅ）设置为１．为了更好的对密集目标采样，实验
中金字塔锚点框采样的初始尺寸设置为［３２，６４，１２８，
２５６，５１２］，锚点框尺度和缩放比设置为［２０，２１／３，２２／３］
和［１，１／２，２，１／３，３，５，１／５］，每个特征点产生２１个锚点
框．设置ＩｏＵ阈值大于０５为正样本，小于０４为负样本．
实验设置角度回归的范围为［－９０°，０］，ＮＭＳ阈值为
０１，损失的平衡权重λ１、λ２、λ３分别为１，０２，０２．

在可解释性实验中，对本文检测网络进行一次前

向传播即可得出结果．实验中计算出的分割阈值为
００４，评分阈值为００５．实验设置批处理大小设置为１６
提高我们的分析效率．
４．４　遥感图像目标检测实验
４４１　对比实验

比较本文遥感图像目标检测模型与其他５种经典
目标检测算法，其中包含 ＦａｓｔｅｒＲＣＮＮ［８］，ＲＦＣＮ［３１］，
ＹＯＬＯｖ２［１３］，ＳＳＤ［１１］以及 ＲｅｔｉｎａＮｅｔ［２］．ＦａｓｔｅｒＲＣＮＮ是
ＤＯＴＡ原数据集的基准模型 ＦａｓｔｅｒＲＣＮＮＯｒｉｅｎｔｅｄ［３］

（ＦＲＯ）．ＹＯＬＯ中采用的主干网络为 ＤａｒｋＮｅｔ１９，其余
对比算法的主干网络与本文一致皆采用 ＲｅｓＮｅｔ５０．将
ＤＯＴＡ训练集中图像剪裁为６００×６００作为对比实验采
用的训练数据．实验对比模型５４０ｋ迭代后的ｍＡＰ值以
及ＤＯＴＡ中１５个类别的ＡＰ值．最终实验结果如表４所
示，表中的英文缩写是类别的英文简写，“ＢＤ”为棒球
场（ＢａｓｅｂａｌｌＤｉａｍｏｎｄ），“ＧＴＦ”为田径场（ＧｒｏｕｎｄＴｒａｃｋ
Ｆｉｅｌｄ），“ＳＶ”为小型车辆（ＳｍａｌｌＶｅｈｉｃｌｅ），“ＬＶ”为大型
车辆（ＬａｒｇｅＶｅｈｉｃｌｅ），“ＴＣ”为网球场（ＴｅｎｎｉｓＣｏｕｒｔ），
“ＢＣ”为篮球场（ＢａｓｋｅｔｂａｌｌＣｏｕｒｔ），“ＳＴ”为油罐（Ｓｔｏｒａｇｅ
Ｔａｎｋ），“ＳＢＦ”为足球场（ＳｏｃｃｅｒＢａｌｌＦｉｅｌｄ），“ＲＡ”为环
岛（Ｒｏｕｎｄａｂｏｕｔ），“ＳＰ”为游泳池（ＳｗｉｍｍｉｎｇＰｏｏｌ），
“ＨＣ”为直升机（Ｈｅｌｉｃｏｐｔｅｒ）．

表４　对比ＤＯＴＡ数据集任务———定向目标检测ＯＢＢ实验

模型方法 ｍＡＰ（％） Ｐｌａｎｅ ＢＤ Ｂｒｉｄｇｅ ＧＴＦ ＳＶ ＬＶ Ｓｈｉｐ ＴＣ ＢＣ ＳＴ ＳＢＦ ＲＡ Ｈａｒｂｏｒ ＳＰ ＨＣ

ＳＳＤ［１０］ １０５９ ３９８３ ９０９ ０６４ １３１８ ０２６ ０３９ １１１ １６２４ ２７５７ ９２３ ２７１６ ９０９ ３０３ １０５ １０１

ＹＯＬＯｖ２［１３］ ２１３９ ３９５７ ２０２９ ３６５８ ２３４２ ８８５ ２０９ ４８２ ４４３４ ３８２５ ３４６５ １６０５ ３７６２ ４７２３ ２５５０ ７４５

ＲＦＣＮ［３１］ ２６７９ ３７８０ ３８２１ ３６４ ３７２６ ６７４ ２６０ ５５９ ２２８５ ４６９４ ６６０４ ３３３７ ４７１５ １０６０ ２６１９ １７９６

ＦＲＯ［３］ ５２９３ ７９０９ ６９１２ １７１７ ６３４９ ３４２０ ３７１６ ３６２０ ８９，１９ ６９６０ ５８９６ ４９４０ ５２５２ ４６６９ ４４８０ ４６３０

ＦＲＨ［３］ ３６２９ ４７１６ ６１００ ９８０ ５１７４ １４８７ １２８０ ６８８ ５６２６ ５９９７ ５７３２ ４７８３ ４８７０ ８２３ ３７２５ ２３０５

ＲｅｔｉｎａＮｅｔＯ ５６４３ ８９５５ ６５１３ ３２７２ ５６２９ ３９１３ ４６８６ ５４８１ ９０５１ ６２６４ ８１８５ ６２３１ ５８７６ ５０７４ ４２２６ １２８７

ＩＥＮｅｔ［３２］ ５７１４ ８０２０ ６４５４ ３９８２ ３２０７ ４９７１ ６５０１ ５２５８ ８１４５ ４４６６ ７８５１ ４６５４ ５６７３ ６４４０ ６４２４ ３６．７０

Ｏｕｒｓ ５７７４ ８９５２ ６５６６ ３２６０ ５７７６ ４１１０ ４７２９ ５３７５ ９０５５ ５８０２ ８３１８ ６８０６ ６２４７ ５２５２ ４５４０ １８２５

　　实验结果表明：一些在自然图像上表现较好的网
络并不适用于遥感图像检测，比如 ＳＳＤ、ＹＯＬＯ、ＲＦＣＮ
等．并且双阶段网络表现要优于单阶段网络，这是因为
双阶段网络在训练中相对于单阶段网络更加复杂且不

存在类别不平衡等问题．分析各个类别的 ＡＰ值我们发
现传统网络对于目标尺度较小的类别，比如小型车辆

（ＳｍａｌｌＶｅｈｉｃｌｅ，ＳＶ），检测的效果相较更差，这是因为其
缺乏特征金字塔来强化小目标的特征，以及缺少多尺

度检测．ＲｅｔｉｎａＮｅｔＯ（ＲｅｔｉｎａＮｅｔＯｒｉｅｎｔｅｄ）是我们在Ｒｅｔｉ
ｎａＮｅｔ中加入角度回归的结果，由于其网络损失函数中
设计了解决类别不平衡问题的方法 ＦｏｃａｌＬｏｓｓ，使得它
的效果优于所有传统网络．本文的方法利用弱语义注

意力网络分支过滤掉了背景噪声，加强了目标的特征，

因此各个类别的 ＡＰ值都有一定的提升并且在检测效
果中是最优的．

虽然模型在基准网络上得到了更优的效果，但相

较于目前一些基于 ＤＯＴＡ数据集的方法存在精度上的
差距．这是因为模型采用的主干网络为 ＲｅｓＮｅｔ５０，并且
本文没有着重于利用训练上的技巧提高效果，而是通

过弱语义注意力网络来提升基准网络的性能．实验发
现，在ＲｅｔｉｎａＮｅｔ上加入注意力网络后可以显著地提高
模型的效果，印证文章提出的方法是有效的．图５中展
示了模型检测的部分结果．

检测结果可以看到对于密集排列的车辆，模型可

５８６
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以利用倾斜检测框得到较好的检测效果；对于处于复

杂背景中的港口、停车场等目标，模型也可以准确获取

到目标的位置．
４４２　消融实验

为了判别网络中模块的有效性，实验以 ＲｅｔｉｎａＮｅｔ
为基准，分别对特征金字塔模型、弱语义注意力模块的

进行消融实验．评估特征金字塔模型和注意力机制模
块的时候，依旧按照ｍＡＰ值进行精度比较，探究各个模
块对模型效果的贡献，消融实验的结果如表５所示．

表５　消融实验

基准ＲｅｔｉｎａＮｅｔ 特征金字塔 注意力机制 ｍＡＰ（％）
√ ５５３２
√ √ ５６４３
√ √ √ ５７７４

　　特征金字塔有效性：实验中采用的特征金字塔模
型与传统的ＲｅｔｉｎａＮｅｔ采用的金字塔模型不相同．实验
中利用特征金字塔三层特征图，对其进行卷积操作生

成五层金字塔特征．虽然这种方法增加了网络的复杂
性，但是遥感图像目标多样，这种方法可以提取到更加

丰富的语义信息．经过消融实验发现特征金字塔可以
提高模型约１１％的ｍＡＰ值．

注意力机制的有效性：利用弱语义注意力网络生

成目标置信度，进而强化目标特征．实验中对不同层级
特征进行强化，实验结果证明弱语义注意力网络可以

提升模型１３％的ｍＡＰ值．
在ＲｅｔｉｎａＮｅｔ基准上分别加入本文的特征金字塔结

构和注意力网络，有效的增强了检测效果，通过消融实

验也验证了各个模块在模型精度上的提升，因此证明

了本文提出方法的有效性．
４５　可解释性实验及分析
４５１　分类任务与检测任务可解释性剖析结果对比

实验

本文用于目标检测任务的模型中包含主干网络

ＲｅｓＮｅｔ５０，而ＲｅｓＮｅｔ５０也可作为分类任务的特征提取
网络．本节实验主要对不同任务下的 ＲｅｓＮｅｔ５０进行可
解释性对比．首先对不同任务下的特征提取网络进行
网络剖析，然后对比网络剖析结果中的可解释性语义，

最终通过对比发现检测任务和分类任务网络关注的语

义信息究竟有何异同．实验中选取 ＲｅｓＮｅｔ５０第五阶段
第二层（Ｃ５＿ｌａｙｅｒ２）为例，Ｃ５＿ｌａｙｅｒ２中共５１２个卷积核．
对两个网络剖析的结果如表６所示．

表６　分类主干网络和检测主干网络结果对比情况

任务类型 任务设置 可解释语义概念 卷积核个数

分类任务

训练集：ＩｍａｇｅＮｅｔ［３３］

模型：ＲｅｓＮｅｔ５０

卷积层：Ｃ５＿ｌａｙｅｒ２

场景 ２１１
目标 １０９
部件 １６７
材质 ５
纹理 ２０
颜色 ０

检测任务

训练集：ＤＯＴＡ

模型：ＲｅｓＮｅｔ５０

卷积层：Ｃ５＿ｌａｙｅｒ２

场景 ２０９
目标 ３８
部件 ５４
材质 ０
纹理 ２１１
颜色 ０

　　实验结果显示，通过网络剖析，在检测任务中共
有２０９个卷积核关注于场景信息、２１１个卷积核关注
于纹理信息，其余包含９２个目标、部件卷积核而对于
颜色和材质的语义卷积核则为０．按照本文提出的高
级、低级划分方式得出结论，该层中既包含了高级的

语义信息也包含了低级的纹理信息．而在分类任务中
有２１１个卷积核关注于场景信息、１０９个卷积核关注
于纹理信息、１６７个卷积核关注于部件信息，其余包
含２５个关注材质、纹理卷积核，关注颜色语义卷积核
个数则为０．因此，分类任务的模型在该层只包含高级
语义信息的卷积层．可视化实验结果分别如图６、图７
所示．

实验表明，检测模型中主干网络的关注信息与分

类网络不同．分类网络主要通过卷积层获取输入图像
的语义信息进行分类任务，而检测模型的主干网络需

６８６
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要提取既包含语义信息也包含底层特征信息．因此得
出结论，在分类任务中，需要主干网络提取数据语义特

征，而定位任务需要获取上下文位置特征．实验结论符
合人类认知．

４５２　检测模型不同层级可解释性剖析结果对比
实验

对ＲｅｓＮｅｔ整个Ｃ５块中的前三个卷积层进行实验，
实验结果如表７所示．

表７　ＲｅｓＮｅｔ第五阶段前三层卷积剖析结果

ＲｅｓＮｅｔＣ５Ｂｌｏｃｋ层数 可解释含义

Ｌａｙｅｒ１ 目标、材质

Ｌａｙｅｒ２ 场景、纹理

Ｌａｙｅｒ３ 目标

　　实验结果显示Ｌａｙｅｒ１关注的语义信息为目标与材
质、Ｌａｙｅｒ２关注的语义为场景与纹理，都为既包含高级
语义信息又包含低级语义信息的层，印证了对比实验

中主干网络需要提供给检测网络上下文和语义信息的

结论．Ｌａｙｅｒ３中对目标激活的语义较多，说明检测模型
顶层关注的是目标语义信息．

本节实验除了进一步印证了４５１节实验中得出
的结论外，Ｌａｙｅｒ１与 Ｌａｙｅｒ３作为 ＲｅｓＮｅｔ最后阶段的卷
积层都包含了目标的语义信息，因此实验表明目标检

测模型的主干网络要提取目标语义的特征信息．
４５３　实验结果总结与分析

结合４５１节与４５２节中的对比实验以及对其
实验结论分析，探究卷积神经网络隐藏层表征信息的

可解释性含义．根据卷积神经网络的原理得知，神经网
络的隐藏层表征信息是通过卷积的线性运算、激活函

数非线性运算将输入信息映射到特征空间后的结果．

由于人类无法对网络的特征映射结果做出解释，从而

导致卷积神经网络是黑盒模型．
网络剖析的算法可以将特征映射的结果（表征信

息）与一系列人类可解释性语义相关联，并且通过计算

关联程度，量化可解释性．以 ４５１节对比实验为例，
Ｃ５＿ｌａｙｅｒ２通过网络剖析算法，得到２０９个定义为场景
语义的卷积核，２１１个纹理卷积核，３８个目标语义卷积
以及５４个部件卷积核．在２０９个场景语义卷积核中随
机选中第６３个卷积核，并对其结果进行分析，结果如表
８所示．

表８　Ｃ５＿ｌａｙｅｒ２层第６３个卷积核网络剖析结果

可解释类别
标注像素

点个数

网络激活

像素点个数
ＩｏＵ

场景 １２５４４ ８９３０ ０２１３４２６００

目标 ５７１５０ １３３５９ ００５４３５５９５

部件 １３６８ ７０５ ００５６０３６６８

纹理 ２５０８８ ６１７６５ ０１９８０２１９９

颜色 ８２９４０２ ７９２８９ ００１３６３３４９

　　输入数据通过６３号卷积核映射到特征空间．由于
人类无法理解卷积映射的结果，因此，本文实际上是根

据可解释语义对特征空间做出解释．６３号卷积核网络
剖析的结果表明映射到特征空间的语义为场景．

对于卷积层来说，４５２节实验结果发现输入信息
在特征空间的语义多为一个或者两个．进一步分析，训
练过程中采用的优化算法本质上是根据目标任务逐渐
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调整线性变换的权重从而调整特征空间的语义，更有

效地获取完成目标任务所需要的特征信息．例如，优化
后的Ｃ５＿ｌａｙｅｒ２将输入信息映射到场景和纹理语义的
特征空间以此完成目标检测任务．通过４５１节实验结
果也可以发现，对于不同任务目标，优化算法调整权重

值后，相同网络的结构也获取到了不同的特征信息，因

此可知根据目标任务不同，卷积网络提取的特征语义

也是不同的．
通过分析实验的结果，进一步了解卷积神经网络

处理视觉信息的方式，有助于理解卷积神经网络的工

作原理．后续工作可以根据上述实验结果及结论对模
型进行优化，即通过强化表征信息中特定的语义信息，

加强特征提取的有效性．

５　结论
　　本文提出了一个基于弱语义注意力的遥感图像可
解释目标检测算法，针对遥感图像目标检测中尺度变

化大、背景复杂、目标定向以及缺乏可解释性的问题，

改进特征金字塔网络，利用多层级特征进行多尺度预

测，提升模型的检测性能．此外，本文提出了弱语义注
意力网络，通过弱语义标注分割目标与背景特征以此

达到强化目标特征、过滤背景噪声的目的，提高模型对

目标的识别与检测效果．为了更好地实现检测框与目
标的匹配，引入角度值的回归对水平框进行几何变换，

解决了目标定向、密集排列的问题．最终，改进网络剖
析算法，量化主干网络卷积层及卷积核的语义信息并

进行可解释性分析，使模型易于理解．未来工作将利用
网络剖析算法得到的结论进一步弥补模型在可解释性

上的不足，并改进弱语义注意力网络结构，提高模型的

准确性．
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